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1. Uvod

Posljednjih nekoliko godina uočen je sve veći porast količine tekstualnih dokumenata dostupnih na internetu, digitalnim knjižnicama, novinskim izvorima i privatnim mrežama poduzeća. Brzo pronalaženje relevantne informacije iz ogromnih baza podataka sve je važnije u današnje doba digitalizacije. Korisnici žude za pronalaskom relevantnih informacija koje će zadovoljiti njihove zahtjeve u što kraćem vremenu uz minimalne troškove. Ta činjenica je potaknula veće zanimanje za razvoj raznih metoda koje omogućavaju korisnicima efikasno pregledavanje, prikupljanje i organiziranje informacija s krajnjim ciljem olakšavanja pronalaska traženih podataka. U ovu svrhu, razvijene su mnoge tehnike brzog pronalaska informacija, a jedna od njih je i grupiranje podataka.
Brzi i kvalitetni algoritmi za grupiranje dokumenata imaju važnu ulogu u ostvarenju tog cilja. Dokazali su da su sposobni pružati intuitivni mehanizam pregledavanja velike količine podataka organizirajući ih u male skupine smisleno povezanih razreda, te također uvelike unaprijediti brzinu pristupa smanjenjem kompleksnosti prostora pomoću grupiranja, mjerenja termina ili proširenja upita.

2. Ciljevi rada
Cilj ovog rada je utvrditi optimalni prag kod raspršenog grupiranja jednim prolaskom ovisno o tome uzimamo li u obzir za svojstva vektora na kojima je temeljeno grupiranje digrafe, trigrafe, kvadrigrafe ili pojavnice. Za ostvarivanje cilja koristit ćemo vlastiti algoritam pisan u programskom jeziku Python.
3. Pojam grupiranja podataka
Grupiranje je svrstavanje različitih podataka u razrede (grupe, podskupove, klastere, grozdove) na način da podaci smješteni unutar jednog razreda imaju ista ili do određene mjere slična svojstva.
,
 Često se zamjenjuje s klasifikacijom, iako postoji jasna razlika između te dvije metode. Kod klasificiranja, objekti se dodjeljuju već unaprijed zadanim skupovima, dok se kod postupka grupiranja skupovi formiraju tijekom samog procesa. U procesu grupiranja teži se da podaci unutar određenog razreda budu slični što je više moguće, gledajući njihova zajednička obilježja, a podaci unutar različitih razreda budu što više različiti. Budući da broj podataka u svijetu konstantno raste, potrebno je olakšati pretraživanje tih podataka i svrstati ih prema logičnom redoslijedu. Kompleksne strukture podataka potrebno je prikazati kroz organizirane grupe s određenim obilježjima. Zbog toga se podaci grupiraju što znatno olakšava pretraživanje, povrat točnih informacija pretraživanjem tih podataka, a skraćuje se i vrijeme dobivanja povratne informacije. 

Razredi su skupovi podataka odnosno dokumenata koje obilježavaju neka zajednička svojstva karakteristična za taj razred. Svaki razred ima određena svojstva na temelju kojih se neki dokument (ne)svrstava unutar tog razreda. Ako određeni dokument posjeduje više karakteristika nekog razreda, njegova pripadnost tome razredu se povećava. Apstraktno gledajući, svaki podatak je segment multidimenzionalnog prostora odnosno neka točka u tom prostoru. Razred je onaj dio multidimenzionalnog prostora gdje je gustoća (zbijenost) točaka relativno visoka, to jest gdje su njegove pripadajuće točke prilično blizu smještene, a podosta odvojene od ostalih prostora gdje je gustoća točaka prilično niska. 

Grupiranje podataka znatno olakšava pronalaženje podataka i koristi se u različitim područjima djelatnosti, ponajviše u strojnom učenju
, podatkovnom rudarenju
, slikovnoj analizi
, prepoznavanju obrazaca
, te bioinformatici
. Stvaranjem razreda postupkom grupiranja bitno se olakšava uspoređivanje dokumenata i provođenje različitih istraživanja. Postoje razni sinonimi za grupiranje, a neki od njih su grozdanje, grupna analiza, numerička taksonomija, tipološka analiza, automatska klasifikacija. 
Postoje dva osnovna načina grupiranja podataka, a to su hijerarhijsko i partitivno (dijelno) grupiranje. Hijerarhijski algoritmi svrstavaju dokument u odgovarajući razred na temelju već formiranih razreda. Partitivni algoritmi uglavnom formiraju sve razrede odjednom, ali također mogu biti korišteni kao pomoćni algoritmi kod hijerarhijskog grupiranja.

U kasnijim poglavljima ukratko ćemo opisati navedene vrste grupiranja.

4. Vektorski model prostora

Vektorski model prostora je algebarski model koji služi za predstavljanje tekstualnih dokumenata gdje je svaki  vektor identifikator jednog dokumenta, primjerice indeksnih termina. Koristi se u filtriranju informacija, pronalasku relevantnih informacija, indeksiranju i rangiranju prema relevantnosti. Svaki dokument prikazan je kao poseban vektor i svaka dimenzija odgovara zasebnom terminu.  Vrijednost termina obavezno je veća od nule ako se termin pojavljuje u dokumentu. U tu svrhu je razvijeno nekoliko različitih načina izračuna vrijednosti termina, poznatih kao težina termina. Jedna od najboljih i najprihvaćenijih je tf-idf mjera
.

Određivanje termina ovisi o primjeni. Tipični termini su pojedinačne riječi, ključne riječi, dulje fraze ili čitavi dokumenti. Ako smo kao promatrane termine odabrali riječi, broj dimenzija vektora je broj riječi u vokabularu odnosno broj pojavnica u korpusu. 

Rangiranje dokumenata po relevantnosti u pretraživanju po ključnim riječima može se izračunati koristeći pretpostavke teorije sličnosti dokumenata uspoređujući otklon kuta između vektora dokumenata i početnog vektora upita gdje je upit predstavljen kao ravnopravni vektor. U praksi, jednostavnije je izračunati kosinus kuta između vektora nego sam kut. 

U klasičnom vektorskom modelu
 težina termina vektora dokumenata je produkt lokalnih i globalnih parametara. Taj model je poznat kao frekvencija termina - inverzna frekvencija dokumenta (tf-idf). 

Vektorski model prostora karakterizira i nekoliko ograničenja. Jedno od njih je lošiji prikaz velikih dokumenata jer imaju male vrijednosti sličnosti (mali skalarni produkt i kompleksan prostor). Nadalje, upit mora precizno odgovarati terminima dokumenta, obrativši posebnu pozornost na afikse. Dokumenti sličnih konteksta, ali različitih vokabulara neće biti međusobno povezani. Još jedan važan nedostatak je neuzimanje u obzir poretka riječi u dokumentu u vektorskom prostoru.
5. Kosinusova sličnost
Kosinusova mjera
  je mjera sličnosti između dva vektora koji se nalaze unutar n dimenzija pronalazeći kosinus kuta između njih. Kosinusova mjera je često korištena za uspoređivanje dokumenata u  pretraživanju i obradi teksta. 

Za zadana dva vektora A i B, kosinusova sličnost je prikazana pomoću skalarnog produkta. U svrhu normaliziranja skalarnog produkta A∙B, dijeli ga se Euklidovom mjerom udaljenosti između A i B, tj. A∙B/(|A||B|). Ovaj omjer određuje kosinus kuta između dva vektora s vrijednostima između 0 i 1, gdje 0 označava u potpunosti različit dokument, dok 1 označava u potpunosti jednak dokument, a sve između neposrednu sličnost ili različitost. Kako se kut između vektora smanjuje, kosinus se približava vrijednosti 1, što znači da se dva vektora približavaju. Ovo je vrlo prikladan način rangiranja dokumenata mjereći blizinu njihovih vektora. 

U području obrade teksta vektori A i B su obično tf-idf vektori dokumenta. Kosinusova sličnost korištena je kao postupak normalizacije duljine dokumenata pri njihovoj usporedbi.
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6. Frekvencija termina i inverzna frekvencija dokumenta
Frekvencija termina i inverzna frekvencija dokumenta (tf-idf) vrijednost
,
 je statistička mjera koja se često koristi u pretraživanju informacija i rudarenju podataka. Tf-idf mjerom se utvrđuje koliko je neka riječ važna odnosno relevantna za neki dokument ili korpus. Važnost određene riječi za korpus proporcionalno raste s brojem kojim se ta riječ javlja u dokumentu. Razne varijacije tf-idf mjerenja često se koriste kod internetskih pretraživača kako bi ostvarili što pouzdanije rezultate i rangirali dokumente prema relevantnosti s obzirom na korisnikov upit. 

Tf-idf najčešće se koristi za opisivanje i uspoređivanje dokumenata  u vektorskom prostoru, osobito kod razrješavanja problema pronalaska relevantnih informacija. Tf-idf funkcija mjeri svaku komponentu vektora dokumenta, gdje je svaki od vektora povezan s jednim terminom korpusa. Prvo mjeri frekvenciju termina u dokumentu – tf. Prema tome, što je više termin frekventniji u dokumentu, to se više procjenjuje važnim za dokument. Inverzna frekvencija dokumenta – idf mjeri koliko je termin rijedak u korpusu. Ova se mjera provodi uzimajući u obzir cijeli korpus. Shodno tome, ako je termin veoma čest u cjelokupnom korpusu, ne podrazumijeva se da je naročito reprezentativan za dokument; pojavljuje se u većini dokumenata, što podrazumijeva primjerice stop riječi (čestice, usklici i sl.). Suprotno tome, ako je termin rijedak u cjelokupnom korpusu, smatra se da je vrlo relevantan za dokument. 

Tf-idf mjera često se koristi u pronalaženju relevantnih informacija da bi usporedili vektor pojedinog upita s vektorom pojedinog dokumenta koristeći funkciju sličnosti ili udaljenosti, odnosno mjeru kosinusa.

Frekvencija termina prikazuje koliko puta se dani termin pojavljuje u određenom dokumentu. Inverzna frekvencija dokumenta je mjera važnosti danog termina. Dijeljenjem ukupnog broja svih dokumenata s brojem dokumenata koji sadržavaju dani termin i izračunom logaritama dobivenog kvocijenta dobivamo inverznu frekvenciju dokumenta. Množenjem ovih dviju vrijednosti dobivamo konačnu tf-idf vrijednost koja nam pokazuje koliko je neki termin važan za pojedini dokument ili cjelokupni korpus. 

Predpostavimo da se termin „bicikl“ u dokumentu pojavljuje 10 puta. Zbirka dokumenata sadrži 20 dokumenata. Termin „bicikl“ pojavljuje se u 5 dokumenata te zbirke. Na temelju ovih podataka moguće je izračunati tf-idf.
tfw,d – frekvencija termina w u dokumentu d

idfw,D  – inverzna frekvencija dokumenata termina w u zbirci dokumenata D
|D| – broj dokumenata u korpusu D
nw,d – broj dokumenata u korpusu koji sadrže termin w

[image: image3]
Težina termina w u dokumentu d u korpusu D: 
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w = bicikl

tfw,d = 10

|D| = 20

nw,d = 5

idfw,D = log(|20| / 5) = log(4) = 2

tfidf = 
 10 x 2 = 20

Izračunata je težina termina „bicikl“ u dokumentu d u zbirci dokumenata D i iznosi 20.

Ako se dani termin ne nalazi u korpusu, to vodi dijeljenju s nulom pa se tada obično koristi ova formula: idf w,D = log(|D| / 1 + n w,D).

Termini koji se rjeđe pojavljuju u cijeloj zbirci dokumenata su bolji jer su pouzdaniji. Veći konačni rezultat se postiže danom većom frekvencijom termina u danom dokumentu i niskom frekvencijom termina u cjelokupnom korpusu. Tako se postiže filtriranje učestalih termina.

7. Matrica udaljenosti 

Matrica udaljenosti
 prikazuje udaljenost između skupa dokumenata, gledajući svaka dva dokumenta zasebno. Simetrična je i obuhvaća NxN pozitivnih realnih elemenata, gdje je N broj dokumenata u Euklidovom prostoru. Broj parova dokumenata mogao bi se prikazati formulom Nx (N-1)/2 i to je broj neovisnih elemenata matrice udaljenosti.

Kod svakog grupiranja bitno je odrediti mjeru udaljenosti koja će prikazati kako je izračunata sličnost između dva dokumenta. U dvodimenzionalnom prostoru, udaljenost između dvaju dokumenata izračunali bi pomoću ove formule:  
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gdje su px i py koordinate prvog dokumenta d1, a qx i qy koordinate drugog dokumenta d2.
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U tablici 1 izmjerena je udaljenost između šest dokumenata. Udaljenost između dokumenata A i A je 0 budući da se radi o istom dokumentu, odnosno dokument se uspoređuje sam sa sobom. Udaljenost između A i F je najveća što je jasno vidljivo promatrajući sliku 2. 
Tablica 1. Udaljenost dokumenata
	
	A
	B
	C
	D
	E
	F

	A
	0
	144
	202
	168
	222
	244

	B
	144
	0
	12
	123
	128
	197

	C
	202
	12
	0
	131
	121
	203

	D
	168
	123
	131
	0
	39
	89

	E
	222
	128
	121
	39
	0
	76

	F
	244
	197
	203
	89
	76
	0


8. Hijerarhijsko grupiranje

Hijerarhijsko grupiranje
 bavi se formiranjem ili prekidanjem hijerarhije razreda. Hijerarhija razreda najčešće se prikazuje pomoću strukture stabla koja se naziva "dendrogram" kod kojeg se individualni elementi razreda nalaze na jednom kraju stabla, a pojedini razredi koji sadržavaju pripadajuće elemente na drugoj strani. Hijerarhijski algoritmi mogu biti aglomeracijski i divizni. Aglomeracijski algoritmi su oni pomoću kojih se gradi hijerarhija razreda iz mješavine n individualnih elemenata spajanjem u grupe, a divizni oni kojima se hijerarhija razreda prekida i n elemenata se dijeli u manje grupe, što ih čini suprotnim algoritmima. Anglomeracijski algoritmi počinju na vrhu stabla, a divizni na dnu stabla. Hijerarhijska stabla služe nam da bi izvršili grupiranje u odabranoj preciznosti, a to se izvršava tako da se stablo sječe na potrebnoj visini. 

 SHAPE  \* MERGEFORMAT 
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U primjeru na slici 3 prekidanje stabla na određenoj visini daje redom:

· nakon drugog reda razrede {a} {b c} {d e} {f}

· nakon trećeg reda daje razrede {a} {b c} {d e f} 

Da bismo odredili koji bi razredi trebali biti udruženi za aglomerativne ili rastavljeni za divizne, potrebna je mjera različitosti između promatranih skupova. To se najčešće dobiva izračunavanjem udaljenosti između svih parova dokumenata i određivanjem kriterija povezanosti.

Općenito, hijerarhijski algoritmi imaju veću sposobnost obuhvaćanja raznovrsnih podataka od partitivnih algoritama.
9. Partitivno grupiranje

Partitivno ili dijelno grupiranje bavi se podjelom individualnih podataka umjesto izgradnjom strukture razreda kojom se bavi hijerarhijsko grupiranje. Metode partitivnog grupiranja imaju prednosti kod aplikacija koje barataju velikim skupovima podataka za koje je teško sastaviti dendogram. Kod partitivnog grupiranja javlja se problem odabira željenog broja razreda koji će biti proizvedeni. Partitivne metode obično proizvode razrede tako da optimiziraju kriterije definirane ili lokalno (na podskupu uzoraka) ili globalno (nad svim uzorcima). Partitivni algoritam najčešće se pokreće nekoliko puta s različitih startnih pozicija, a najbolja struktura dobivena nakon svih izvršavanja algoritma koristi se kao dobiveni konačni rezultat, dobiveni razredi.

Među najpoznatijim algoritmima partitivnog grupiranja su K-means, Fuzzy c-means i QT (quality threshold) algoritam. 
10. Grubo grupiranje
  

Grubo grupiranje je način grupiranja podataka kod kojeg jedan podatak može pripadati samo jednom razredu. U slučaju grupiranja dokumenta, metodom grubog grupiranja dodjeljuje se razredna oznaka K svakom dokumentu d, a zatim se identificira razred toga dokumenta. Kod grubog grupiranja, razredi su potpuno razdvojeni jedan od drugog i svaki razred ima svoje specifične karakteristike prema kojima se neki dokument strogo dodjeljuje samo tom razredu.

Metoda grubog grupiranja izvršava se pomoću algoritma k-sredina (HCM) koji smješta dokumente u multidimenzionalan prostor i pripisuje individualni dokument onom razredu čijem je centru (centroidu) najbliži. 

Osnovne prednosti algoritma k-sredina su njegova jednostavnost i brzina izvođenja što olakšava provođenje istraživanja nad golemim količinama podataka. Nedostatak je što se svakim pokretanjem tog algoritma ne postižu isti rezultati, budući da konačni razredi ovise o inicijalnom nasumičnom dodjeljivanju. To minimizira odstupanja unutar razreda, ali ne osigurava da rezultat postiže globalni minimum odstupanja. Još jedan nedostatak algoritna k-sredina je uvjet da koncept označivanja sredine bude odrediv, što nije uvijek slučaj. Za takve skupove podataka, adekvatna varijanta je k-medoids
 algoritam.

Primjerice, u skup dokumenata koji ima dvije dimenzije, a razred ima dva dokumenta d1 = (px, py) i d2 = (qy, qy), centroid Z postaje (zx, zy) gdje zx = (px + qx)/2 i zy = (py + qy)/2.

Osnovni koraci u stvaranju HCM algoritma su:

1. Odabir k broja razreda

2. Nasumično generiranje k razreda i određivanje centroida razreda ili direktno generiranje k slučajnih dokumenata kao centroida razreda

3. Pripisivanje svakog dokumenta najbližem centroidu

4. Ponovni izračun novih centroida

5. Ponavljanje prethodnih dvaju koraka do približnog postizanja kriterija (obično da se pripadnost razredu nije promijenila)

Tablica 2. Dokumenati raspoređeni u grube razrede
	
	K1
	K2
	K3

	A
	1.0000
	0.0000
	0.0000

	B
	0.0000
	1.0000
	0.0000

	C
	0.0000
	1.0000
	0.0000

	D
	0.0000
	0.0000
	1.0000

	E
	0.0000
	0.0000
	1.0000

	F
	0.0000
	0.0000
	1.0000


Stupanj pripadnosti dokumenata u tablici 2 odnosi se na dokumente na slici 1.

1. Dokument A pripada razredu K1
2. Dokumenti B i C pripadaju razredu K2
3. Dokumenti E i F pripadaju razredu K3.

11. Raspršeno grupiranje

Raspršeno grupiranje je postupak kod kojeg se svakom uzorku dodjeljuje određeni stupanj pripadnosti u svakom proizvedenom razredu. Konačni produkt takvih algoritama je grupiranje, ali ne i stroga podjela. U raspršenom grupiranju, svaki razred je neizrazit skup svih uzoraka nad kojim se provodi grupiranje. Uzorci koji najviše zadovoljavaju kriterije određenog razreda, najrelevantniji su za taj razred po pitanju pripadnosti. Raspršeno grupiranje može se pretvoriti u grubo grupiranje tako da se svaki uzorak dodijeli razredu u kojem ima najveći stupanj članstva, te ni jednom drugom. 
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Kod raspršenog grupiranja, javlja se pojam raspršenih skupova, skupova čiji elementi posjeduju postotke pripadnosti nekom razredu.
 Raspršeni - skup teorija dozvoljava postupno određivanje stupnja pripadnosti elemenata skupu, a to je opisano pomoću funkcije pripadnosti utvrđivanjem vrijednosti unutar intervala [0,1]. Vrijednost pridruživanja varira od 0 do 1 gdje je s 0 označen element koji nije dio skupa, a s 1 element koji prema svim svojim karakteristikama i karakteristikama promatranog skupa pripada skupu. Dakle, što je veća vrijednost pridruživanja nekog elementa skupu, tim mu više pripada. Isto tako, raspršeni skupovi omogućuju elementima da djelomično pripadaju svakom skupu, odnosno da pripadaju u više skupova istovremeno.
Na primjeru slike 4 jasno je u prostoru vidljiva razlika između grubih i raspršenih razreda. Prikazani su dokumenti A, B, C, D, E, F, G, H, I, te grubi razredi G1, G2 i raspršeni razredi R1 i R2. Razred G1 čini skup dokumenata {A, B, C, D}, a G2 {E, F, G, H, I}. Razred R1 čini skup {A, B, C, D, F, G}, dok R2 čine dokumenti {C, D, E, F, G, H, I}. Lako je primijetiti kako dokumenti C, D, F pripadaju i razredu R1 i R2.
Raspršeni skupovi služe za oblikovanje koncepata koje je nemoguće precizno definirati. Mnogi pojmovi i pojave iz stvarnog života ne mogu se precizno svrstati prema određenim kriterijima. Primjerice, većina ljudi visokima smatra osobe više od 180 cm, prema tome bi osobu visine 179 cm  ubrajali u niske osobe. Budući da nam nije poznata visina svake pojedine osobe koju poznajemo ili sretnemo, svatko bi različito svrstao tu osobu u grupu niskih, visokih ili prosječno visokih osoba.

11.1 Algoritam c-sredina

Najpopularniji algoritam za raspršeno grupiranje podataka je algoritam c-sredina (FCM). Ovu metodu grupiranja izmislio je Joseph C. Dunn
 1973. godine i doradio ju James C. Bezdek
 1981. Svaki dokument može biti svrstan u više razreda s varirajućim stupnjem pripadnosti tom razredu. Sličnost je određena koristeći specifična mjerenja koja su određena vrijednošću članstva. Sličnost dokumenata se određuje određenim mjerama koje pokazuju relevantnost odnosno sigurnost da taj dokument pripada tome razredu. 

Algoritam c-sredina sastoji se od nekoliko koraka, a to su redom: 

1. Odabir k broja razreda

2. Dodjeljivanje koeficijenata pripadnosti razredima svakom uzorku

3. Odabir kriterija za ulazak dokumenta u razred.
Tablica 3. Dokumenati raspoređeni u raspršene razrede
	
	K1
	K2
	K3

	A
	0.9900
	0.0050
	0.0050

	B
	0.0040
	0.8400
	0.1560

	C
	0.0010
	0.8400
	0.1590

	D
	0.0040
	0.1130
	0.8830

	E
	0.0010
	0.1590
	0.8400

	F
	0.0015
	0.0185
	0.9800


Stupanj pripadnosti dokumenata u tablici 3 odnosi se na dokumente prikazane slikom 1.
1. Dokument A većinom pripada u razred K1
2. Dokumenti B i C uglavnom pripadaju razredu K2, u manjoj mjeri razredu K3, dok je pripadnost razredu K1 zanemariva
3. Dokumenti D, E i F uglavnom pripadaju razredu K3, u manjoj mjeri razredu K2, dok je pripadnost razredu K1 zanemariva.
11.2 Grupiranje jednim prolaskom
Grupiranje jednim prolaskom je nenadgledana metoda grupiranja koja kreira razrede i dodjeljuje im dokumente izračunavajući Euklidovu mjeru udaljenosti između dokumenta i dokumenata unutar razreda. Proces ulaska dokumenata u razred ograničava se minimalnom mjerom udaljenosti, odnosno zadovoljavajućim pragom ulaska koji mora biti veći od 0 i manji od 1. Smanjenjem praga ulaska povećava se broj nastalih razreda. 
Algoritam grupiranja jednim prolaskom sastoji se od sljedećih koraka:

1. Odabir početnog dokumenta i stavljanje tog dokumenta u početni samostalni razred

2. Izračunavanje daljine između početnog dokumenta i svakog pojedinog dokumenta u korpusu

3. Dodavanje najbližeg dokumenta u razred; ako mu niti jedan dokument nije dovoljno sličan (određeno pragom sličnosti) stvaranje novog razreda.

Grupiranjem jednim prolaskom dobivaju se različiti razredi ovisno o redoslijedu obrade dokumenata, dok su rezultati hijerarhijskog grupiranja uvijek identični razredi.
12. Izrada algoritma

12.1 Algoritam raspršenog grupiranja jednim prolaskom
Tijekom našeg istraživanja koristili smo vlastiti algoritam raspršenog grupiranja jednim prolaskom. Algoritam je u potpunosti izveden u programskom jeziku Python. U ovom poglavlju objasnit ćemo princip funkcioniranja našeg algoritma. Mjere na temelju kojih smo provodili grupiranje su tf-idf i kosinus vektora dokumenata zbog toga što su se u prošlim istraživanjima pokazale najboljim mjerama za grubo grupiranje
.
Za pojavnice smo koristili sljedeći regularni izraz u zapisu programskog jezika Python:

'['+slova+']+(?:['+urijeci+']['+slova+']+)*'
gdje slova označavaju sva slova latiničnog pisma i brojeve, a urijeci označava točku, zarez i crticu.

Naš algoritam prikazan je sljedećim pseudokodom:

učitavanje korpusa
učitavanje dokumenta

opojavničenje dokumenta uz pomoć regularnog izraza

Idući korak je izračunavanje tf-idf mjere i izrada invertnog indeksa.

ako inverzni indeks ne postoji


stvori inverzni indeks


za svaki dokument u korpusu



za svaku pojavnicu u dokumentu




ako pojavnica nije u inverznom indeksu





pridruži joj id

za svaku pojavnicu i skup dokumenata u inverznom indeksu


pojavnici izračunaj tf-idf mjeru

Nakon dobivenih tf-idf vrijednosti, potrebno je izračunati kosinus kuta između dokumenata d1 i d2. 

za svaku pojavnicu u d1


ako pojavnica postoji u d2



povećaj brojnik


nazivnik je korijen iz zbroja kvadrata umnoška pojavnica d1 i d2


ako je brojnik različit od nule



vrati kvocijent brojnika i nazivnika


inače



vrati nulu

Na temelju izračunatih kosinusa, slijedi stvaranje vektorskog prostora.

za dokument u korpusu


za svaki preostali dokument u korpusu



usporedi dva dokumenta uz pomoć funkcije za kosinus



dodaj rezultat u vektorski prostor

Posljednji korak je grupiranje dokumenata na temelju zadanog praga sličnosti.

za svaki par dokumenata u vektorskom prostoru


ako je kosinus manji od praga grupiranja



prekini


ako u razredu ne postoji d1 i ne postoji d2



stvori novi razred



zapiši dokumente u razred


inače



pronađi razred u kojemu postoji d1 ili d2



zapiši dokument u razred

ako u skupu razreda postoje dva razreda s istim članovima


ažuriraj prvi razred


izbriši drugi razred

Na temelju ovog algoritma, u idućim poglavljima bit će objašnjeni i uspoređeni dobiveni rezultati.
12.2 Algoritam važnosti članka za razred

Da bismo odredili koliko je pojedini članak važan za određeni razred, osmislili smo još jedan manji algoritam koji kao rezultat vraća neku vrijednost između 0 i 1. Ovisno o tome da li je pojedini članak veoma sličan, u nekim slučajevima čak i identičan razredu s kojim ga uspoređujemo, vrijednost će varirati između 0 i 1. Što je članak sličniji razredu, to će dobivena vrijednost odnosno važnost članka za razred biti veća i obrnuto, što je članak različitiji od karakteristika razreda, važnost članka za razred bit će manja. 

Slijedi pseudokod našeg algoritma za izračunavanje važnosti članka za pojedini razred:

zbroji vrijednosti pojedinih članaka u razredu

za svaki clanak u razredu

podijeli njegovu vrijednost unutar razreda sa zbrojem vrijednosti svih članaka

vrati sortiranu listu clanaka i važnosti

Tablica 5. Primjer razreda s pripadajućim dokumentima i njihovom pripadnošću razredu
	ID dokumenta
	Pripadnost razredu

	75
	0,105179

	417
	0,105034

	390
	0,103862

	437
	0,103273

	63
	0,101986

	4
	0,101060

	344
	0,100161

	94
	0,099754

	62
	0,099751

	250
	0,079940


13. Rezultati rada

13.1 Korpus

Koristili smo nekoliko metoda nad korpusom da bi dobili i usporedili konačne rezultate istraživanja. Korpus našeg istraživanja prikupljen je u razdoblju od četiri dana, od 1. svibnja 2008. do 5. svibnja 2008. Sadrži 2532 članaka prikupljenih s 18 hrvatskih internetskih portala vijesti. Broj članaka prikupljenih s pojedinog portala prikazan je u tablici 4. 

Tablica 4. Izvori članaka u korpusu
	PORTAL
	BR. ČL.

	business.hr 
	136

	dnevnik.hr
	252

	glas-slavonije.hr
	103

	index.hr
	180

	javno.com
	454

	jutarnji.hr
	174

	liderpress.hr
	43

	mojportal.hr
	120

	nacional.hr
	54

	net.hr
	81

	poslovni.hr
	55

	rtl.hr
	43

	seebiz.eu
	100

	sutra.hr
	70

	totalportal.hr
	327

	tportal.hr
	148

	vecernji.hr
	158

	vijesti.hrt.hr
	34

	UKUPNO
	2532


13.2 Prag sličnosti

Utvrđivanje sličnosti među dokumentima pojedinog razreda definirali smo na temelju šest različitih pragova. Odredili smo provesti istraživanje povećanjem početnog praga za 0.15 i tako redom povećavajući svaki idući prag, krenuvši od praga 0.20. Dakle, pragovi korišteni za procjenu sličnosti bili su: 0.20, 0.35, 0.50, 0.65, 0.80 i 0.95. Ovisno o zadanom pragu, mijenjao se broj proizvedenih razreda, broj dokumenata unutar razreda te važnost pojedinog članka za razred. 
13.3 Svojstva vektora
Na svakom pragu, promatrali smo učinkovitost grupiranja na temelju digrafa, trigrafa, kvadrigrafa i pojavnica. Koristili smo ova četiri svojstva da bi odredili utjecaj različitih morfoloških metoda obrade prirodnog jezika na proces grupiranja
,
. Početna pretpostavka bila nam je da će grupiranje pomoću trigrafa dati optimalne rezultate, a da će grupiranje na temelju kvadrigrafa biti najmanje isplativo. Pojavnice smo definirali pomoću već navedenog regularnog izraza, a digrafe, trigrafe i kvadrigrafe pomoću, za taj n-graf, specifičnog algoritma.
13.4 Opažanja

Najveći broj stvorenih razreda opažen je na pragu 0.35 (iznimka je digraf). Između praga 0.20 i 0.35 uočen je rast broja razreda, a od praga 0.35 na više broj razreda se postepeno smanjuje pri određenom pragu. 
Kod n-grafa se primjećuje mijenjanje praga koji stvara najveći broj razreda, kod digrafa je to izrazito prag 0.50, kod trigrafa 0.35, ali je gotovo identičan vrijednosti praga 0.50, dok je kod kvadrigrafa prag s najvećim brojem razreda 0.35. Može se pretpostaviti da bi svaki daljnji n-graf stvarao najveći razred na sve manjem pragu.

Povećanjem praga tijekom grupiranja konstantno se smanjivao broj dokumenata po razredu. Prema tome, pri najvišem pragu od 0.95 stvoren je najmanji broj razreda. Ovi podaci vidljivi su u tablicama 6, 7, 8 i 9.
Pri grupiranju na temelju trigrafa, kvadrigrafa i pojavnica opaženo je smanjivanje prosječnog broja razreda u kojima se pojedini dokument nalazi. Niske brojke mogu biti objašnjene bazom koja se sastoji od četiri uzastopna dana, tj. bazom u kojoj se izvještavalo o sličnim događajima. Može se pretpostaviti da bi baza koja bi se sastojala ili od osjetno više uzastopnih dana ili dana između kojih postoji neki dulji vremenski interval imala veći prosjek broja razreda u kojima se pojedini dokument nalazi.
Tablica 6. Grupiranje prema digrafima
	PRAG
	BROJ RAZREDA
	PROSJEČAN BROJ DOKUMENATA PO RAZREDU

	0.20
	5
	2020,40000000

	0.35
	326
	1613,39877301

	0.50
	401
	69,2568578554

	0.65
	386
	4,54922279793

	0.80
	337
	3,16617210682

	0.95
	208
	2,50480769231


Tablica 7. Grupiranje prema trigrafima
	PRAG
	BROJ RAZREDA
	PROSJEČAN BROJ DOKUMENATA PO RAZREDU

	0.20
	322
	1487,93478261

	0.35
	403
	38,3449131514

	0.50
	402
	5,71393034826

	0.65
	379
	3,71767810026

	0.80
	338
	3,14497041420

	0.95
	210
	2,58095238095


Tablica 8. Grupiranje prema kvadrigrafima
	PRAG
	BROJ RAZREDA
	PROSJEČAN BROJ DOKUMENATA PO RAZREDU

	0.20
	389
	44,8663239075

	0.35
	412
	6,58495145631

	0.50
	397
	4,05289672544

	0.65
	359
	3,40947075209

	0.80
	332
	3,09939759036

	0.95
	190
	2,50526315789


Tablica 9. Grupiranje prema pojavnicama
	PRAG
	BROJ RAZREDA
	PROSJEČAN BROJ DOKUMENATA PO RAZREDU

	0.20
	403
	7,61290322581

	0.35
	414
	4,54106280193

	0.50
	381
	3,56430446194

	0.65
	353
	3,31728045326

	0.80
	333
	3,15015015015

	0.95
	222
	2,47747747748


U odnosu na vektorski prostor pojavnica, vektorski prostor n-grafa je mnogo kompleksniji, uočava se porast kompleksnosti od digrafa prema trigrafu, te dalje prema kvadrigrafu. Ovo opažanje upućuje da bi bilo koji daljnji n-graf dodatno povećao kompleksnost vektorskog prostora.

Tablica 10. Vrijeme potrebno za izračun vektorskog prostora i grupiranje pri pragu 0.65

	Svojstvo vektora
	VRIJEME (h, m, s)

	Digrafi
	0 : 58 : 59.05488295

	Trigrafi
	2 : 00 : 08.14377749

	Kvadrigrafi
	5 : 19 : 51.08871518

	Pojavnice
	0 : 29 : 18.59393380


13.5 Proučavanje dobivenih rezultata

Pri ručnom proučavanju dobivenih rezultata odabrali smo nekoliko članaka na koje smo najviše obraćali pozornost, te promatrali u koliko se razreda pojavljuju pri različitim pragovima i kolika im je pripadnost pojedinim razredima. Provjeravali smo sličnost članka s preostalim pripadnicima razreda kojima pripada, te na temelju toga donosili zaključke u kojoj mjeri je proces grupiranja dao točne rezultate. 

Ovdje opisani članak govori o 1. svibnju, Međunarodnom prazniku rada, te se u njemu spominje gradonačelnik Milan Bandić koji je povodom praznika u zagrebačkom Maksimiru kuhao grah i slavio s građanima. Ključnim pojmovima koji su tipični za ovaj članak, a povezuju ga s ostalim člancima, mogu se smatrati grah, Bandić, Zagreb, zagrebački, Maksimir, Praznik rada, 1. Svibanj. Upravo ovaj članak je odabran da bude primjer u ovom radu zbog toga što ima dobre predispozicije da kod raspršenog grupiranja bude svrstan u više različitih razreda sa sličnim karakteristikama.
Analizu smo započeli pri pragu od 0.20. Uočili smo da se članak javlja u velikom broju razreda, neovisno o promatranom svojstvu vektora. Javlja se zajedno s člancima s kojima je tematski povezan, ali i s člancima čija je tematika potpuno različita i nema nikakvih zajedničkih ključnih pojmova. Zaključili smo da prag sličnosti od 0.20 nije pouzdan, već je prenizak budući da grupira prerazličite članke.
Idući prag promatranja bio je 0.35. Kod digrafa, članak je još uvijek grupiran s brojnim ne usko povezanim člancima, te s jednostavno prevelikim brojem članaka da bi se razred mogao uzeti u neko ozbiljno razmatranje. 

Proučavanjem rezultata dobivenih koristeći trigrafe, uočili smo da metoda rada s trigrafima nije učinkovita kod praga 0.35. Razredi u kojima se promatrani članak nalazi preširokog su tematskog spektra. Članci koji se smatraju važnijim u razredima gdje je i promatrani članak važniji slični su promatranom članku, dok članci manje važnosti vrlo brzo izgube sličnost naspram ostatka razreda.

Promatrajući kvadrigrafe, članci koji imaju veću važnost u razredima u kojima se promatrani članak nalazi mogu se smatrati dobrim primjerima članaka koji sačinjavaju raspršeni razred. Shodno tome, članci koji imaju manju važnost u razredu ne bi se mogli smatrati dobro svrstanim; premda imaju poneku dodirnu točku s promatranim člankom, tematika im je previše udaljena. Primjerice, jedan od članaka govori o Zagrebu što odgovara jednoj od tema promatranog članka, ali mu je glavna tema Sabor i saborski zastupnici.

Pri proučavanju grupiranja s pojavnicama i pragom 0.35 dobiveni su zadovoljavajući rezultati. U razred su grupirani svi članci koji su direktno povezani s promatranim člankom, ali i poneki članci koji su slične tematike. 

Nastavljamo promatranje pragom sličnosti 0.50. Promatravši digrafe, uočili smo slične rezultate kao i kod promatranja trigrafa na prethodnom pragu, s razlikom da se kod digrafa članak mnogo više pojavljuje u razredima u kojima ima jako nisku važnost.

Rezultati kod trigrafa, kvadrigrafa i pojavnica su se pokazali veoma zadovoljavajućim i u velikoj većini istim. Formirani su skoro identični razredi koristeći sva tri svojstva vektora. U pojedinom razredu nalaze se članci potpuno iste, ali i članci slične tematike, tj. dovoljno slične da bi se razred mogao smatrati raspršenim razredom.

Pri pragu od 0.65 metodama trigrafa, kvadrigrafa i pojavnica za promatrani primjer stvoreni su jednaki razredi kao pri pragu 0.50, ali na temelju ostalih promatranih članaka koji su ovim povećanjem praga počeli gubiti elemente raspršenog razreda, tj. došlo je do rasta tendencije da razred postane grub.

Kod digrafa članak je konačno grupiran u smislene raspršene razrede, u razredu gdje je smatran manje važnim važniji članci govore o sindikatima, ali postoje mnogobrojne poveznice između tema kao što su Maksimir, Zagreb, Bandić i Praznik rada. Sukladno tome, u razredu gdje je smatran važnijim, manje važni članci jednim djelom dijele ili imaju sličnu temu kao promatrani članak.

Ograničavanjem praga sličnosti na 0.80, dobili smo prestrogo definirane razrede. Promatrani članak nalazi se samo u jednom razredu u sva četiri slučaja promatranja načina grupiranja. Ovakav način grupiranja sličniji je grubom grupiranju, nego raspršenom, tako da prag od 0.80 smatramo prestrogim. Analogno tome, budući da je prag od 0.95 još stroži, ne može ga se nikako uzeti u obzir u procesu raspršenog grupiranja. 

14. Zaključak
Na temelju obrađenih podataka zaključujemo da je za postupak grupiranja na temelju digrafa najbolji prag 0.65, dok za trigrafe, kvadrigrafe i pojavnice najbolji prag iznosi 0.50. Postupak temeljen na digrafima prisiljeni smo odbaciti zbog nedovoljne preciznosti jer pri ovom postupku može se dogoditi (rijetko) da dva u potpunosti različita članka budu svrstana u zajednički razred. Postupak temeljen na kvadrigrafima također odbacujemo ne zbog loših rezultata, naprotiv, rezultati su bili i više nego zadovoljavajući, već zbog kompleksnosti vektorskog prostora, te njoj sukladnoj velikoj duljini izvršavanja kompletnog procesa grupiranja.

Trigrafi i pojavnice pokazali su se jednako dobrim dajući zadovoljavajuće razrede, te ih možemo smatrati gotovo jednako kvalitetnim. Prednost ipak dajemo pojavnicama zbog veće brzine izračunavanja potpunog procesa grupiranja jednim prolaskom.

Na koncu možemo pretpostaviti, te je mogući smjer nekog budućeg istraživanja, da bi stematizirane i/ili lematizirane riječi dale vrlo dobre rezultate zbog visoke flektivnosti hrvatskog jezika.
15. Zahvala

Zahvaljujemo znanstvenom novaku Nikoli Ljubešiću na omogućavanju pristupa bazi dokumenata, te na ustupanju serverskih resursa koji su nam poslužili u svrhu istraživanja. Također mu zahvaljujemo na pomoći pri poteškoćama tijekom pisanja rada, a ponajviše na podršci kojom nas je ohrabrio da krenemo u provođenje ovog istraživanja. 

Posebno zahvaljujemo našoj mentorici prof. dr. sc. Tomislavi Lauc što je bila uz nas, savjetovala nas i vodila kroz rad najbolje što je mogla.
Mislav Cimperšak i Marija Tkalec
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17. Sažetak
Utvrđivanje optimalnog postupka za raspršeno grupiranje dokumenata jednim prolaskom
Količina digitalno dostupnih informacija u svijetu konstantno raste te se iz tog razloga javlja problem kako organizirati informacije kako bi korisnici pronašli njima relevantne informacije u što kraćem vremenu uz minimalne troškove. Kao posljedica tog zahtjeva svakodnevno se razvijaju različite metode za organiziranje podataka. Jedna od tih metoda je grupiranje što je i tema ovog rada. 

Istraživanje je provedeno na korpusu od 2532 dokumenta prikupljena s različitih hrvatskih internetskih portala vijesti u razdoblju od četiri dana. Cilj je bio utvrditi optimalni postupak raspršenog grupiranja dokumenata jednim prolaskom te njemu pripadajući prag za hrvatski jezik. Potrebni algoritmi samostalno su napisani u programskom jeziku Python. Uspoređivani su vektorski prikazi dokumenata pomoću svojstava kao što su pojavnice, digrafi, trigrafi i kvadrigrafi. Dobiveni rezultati grupiranja jednim prolaskom ukazuju da optimalni prag sličnosti iznosi 0.50 promatrajući pojavnice kao svojstva vektora.

Ključne riječi: raspršeno grupiranje, grupiranje dokumenata, grupiranje jednim prolaskom, prag sličnosti. 

18. Summary

Determining the Optimal Procedure for One-pass Soft Clustering 

The amount of digitally available information in the world is constantly rising. The emerging problem is how to organize information in the best way possible in order to ease retrieving information by users minimizing time and cost. The result of such need is the development of different methods for organizing data. One of these methods is clustering which is also the subject of this paper. 

This research is conducted on a corpus containing 2532 documents collected from different Croatian Internet news portals in a time period of four days. The goal is to determine the optimal threshold in one-pass soft clustering of documents written in Croatian using our own algorithm written in programming language Python. Different document representation methods are compared, selecting tokens, digraphs, trigraphs and qudrigraphs as vector features. Based on the results of the research, the conclusion is that the optimal similarity threshold is 0.50 when using tokens as vector features.

Key words: soft clustering, document clustering, one-pass clustering, similarity threshold.
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Slika 2. Dokumenti u prostoru





B





C





A





D





E





I





H





G





F





D





A





E





C





B





X1





Y1

















R1





R2





F





Slika 3. Dendogram hijerarhijskog grupiranja





Slika 4. Raspršeno grupiranje





G2





G1





Y1





X1





D2





D3





D1





α





β





Slika 1. Kosinus između dokumenata
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